Capítulo de Análisis de Incertidumbre/Sensibilidad

Introducción

Sea una función 
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donde {x, z, c, d} son vectores que recopilan respectivamente variables inciertas, variables de diseño, constantes inciertas y decisiones discretas. El escalar y es una salida del modelo, importante en algún sentido para el problema.  

Independientemente de la distinción establecida entre los tipos de dato de entrada, el problema que se aborda en el Análisis de Sensibilidad (AS en lo que sigue) tiene que ver con la variabilidad de y. Si la función f y el rango de variabilidad de las entradas hacen que las fluctuaciones de la salida y sea excesiva, interesará identificar las causas o fuentes de esa variabilidad para intentar reducirla. Alternativamente, y fluctúa poco y por lo tanto no se justifica continuar el análisis. Las diferencias de tipo entre las entradas tienen que ver con la capacidad práctica de incidir o actuar sobre sus elementos. Si y fluctúa demasiado, y se pudieran identificar aquellas entradas (en el sentido de elementos de los vectores) que tienen más impacto en las fluctuaciones y además esas entradas son susceptibles de alguna acción correctiva, entonces quedará justificada la realización del AS.

Caracterización de las variables de entrada

El planteo que se hará es general, aunque se ilustrará con el problema bajo análisis. El vector x recopila entre sus elementos todas aquellas entradas de la función f que pueden tratarse como inciertas. Como ejemplo puede usarse la temperatura ambiente. Ella depende de la hora del día, el lugar, etc. en que se use el dispositivo y su valor está fuera del control del diseñador. Si bien la temperatura ambiente no puede especificarse, puede en cambio establecerse una función de densidad de probabilidad (FDP en lo que sigue) a partir de los datos meteorológicos históricos. Esto será importante: es un dato incierto pero de distribución de probabilidad conocida. Todos los elementos del vector x tendrán esa información asociada.
Como ejemplo de variable de diseño se puede proponer cualquiera de las que definen la geometría del helicoide. Su radio exterior, el diámetro del tubo, el paso de la helicoide, etc. son todas variables que el diseñador puede especificar a su arbitrio, por lo que el valor que se adopte no puede considerarse aleatorio. El valor final que adopta este tipo de variables podría eventualmente resultar de un proceso de optimización del diseño geométrico. Si bien pueden establecerse algunos paralelismos con los procedimientos que se describirán, se asumirá que las variables contenidas en el vector z toman valores no aleatorios.
El vector c recopila todas las constantes inciertas. Un ejemplo de ellas podrían ser las propiedades físicas del hidruro. Diferentes proveedores especificarán rangos y valores diferentes, con una cierta probabilidad (habitualmente) no especificada. Si se opta por mezclar hidruros de diferentes proveedores las propiedades también estarán afectadas. Si al final del AS se concluye que cierta propiedad del hidruro es importante y significativa, podría optarse por elegir al proveedor que ofrezca el rango más estrecho, o el valor más pequeño, etc. Si el efecto fuera crítico, podría incluso pensarse en realizar analíticas de laboratorio para refinar el rango de variabilidad de ese parámetro, mejorando la estimación que el fabricante ofrece para su propio producto. O podría además reprocesarse, filtrarse, etc. el material para lograr un valor más adecuado de ese parámetro. A falta de mejor indicación se adoptará para este tipo de variable de entrada una distribución uniforme dentro de un rango.
Por último, el vector d recopila aquellas decisiones discretas que pudieran concurrir en el cálculo de f o en sus entradas. Al igual que con los del vector z, los elementos de d adoptan valores concretos. Como ejemplo podría mencionarse la elección del propio tipo de hidruro a utilizar de entre las varias alternativas posibles. A diferencia de las otras variables, no será posible calcular una derivada parcial de f respecto a los elementos de d.

Caracterización de la salida
El desarrollo que se hará supone que la salida y es una variable real de tipo escalar. Todo el AS se justifica cuando la variabilidad de y en el rango en que fluctúan los datos de entrada es excesiva. Esto no define completamente el problema ya que no hay una única manera de definir variabilidad. Por ejemplo, podría adoptarse la diferencia entre el valor máximo y el mínimo que adopta y cuando cada una de las entradas recorre todo su rango. En este caso no importan las FDP de cada dato de entrada, sino que se considera simplemente el peor caso. Otras posibilidades que sí incluyen la consideración de la FDP son los percentiles: por ejemplo, se define como variabilidad de y el rango de valores que hay entre el percentil 5% y 95%.  Otra muy popular es la varianza (nombre en principio inadecuado ya que no se trata de una variable aleatoria): se mide la variabilidad de y a través de su varianza, definida como la integral de la diferencia con respecto a su valor medio elevado al cuadrado. La mera variabilidad de la salida y justifica la realización del AS, pero no necesariamente da pistas sobre un procedimiento para jerarquizar las variables de entrada según su responsabilidad en ese valor. Para ello hay métodos específicos que son capaces de estimar un ranking entre las variables de entrada de forma que los ganadores de ese ranking sean los que más incidencia tienen en la variabilidad de y. La lista de posibles métricas de la variabilidad que se ha presentado no es exhaustiva ni lo será a corto plazo, ya que el tema de AS es de gran interés al presente (Swiler et al., 2025) y continuamente están surgiendo nuevos criterios para ordenar las variables de entrada. 
En el problema bajo estudio hay varias posibles salidas que se consideran de interés. En general ello no es un problema, ya que implicaría hacer un estudio separado para cada una de ellas. Sin embargo, no hay garantías respecto a que la variable de entrada más importante será la misma si se cambia la variable de salida.
Formulación del problema

Para un apropiado tratamiento matemático las variables de entrada inciertas deben estandarizarse. Sin pérdida de generalidad, todas ellas pueden transformarse apropiadamente de forma que resulten variables aleatorias de distribución uniforme y restringidas al intervalo [0,1]. El proceso se denomina anamorfosis (Samper y Carrera, 1990) y puede realizarse en condiciones bastante generales. En la Fig. 1 se muestra el caso de la temperatura ambiente tomada como referencia. Bajo ciertas hipótesis la anamorfosis es viable independientemente de cual sea la FDP de los datos. Algunos métodos (Puy et al., 2024) requieren además estandarizar la salida y. Otros (la mayoría) pueden procesar todo sin alterar la variable de salida. En todo lo que sigue se asumirá implícitamente que las variables de entrada ya han sido transformadas adecuadamente, por más que se continuará utilizando la misma nomenclatura ya introducida. 
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Figura 1 Función acumulada de probabilidad de la temperatura que es utilizada para la anamorfosis de esa variable de entrada. Datos anuales horarios correspondientes a Montevideo.

Si bien en teoría varios de los criterios disponibles para establecer el ranking de variables de entrada podrían hacerlo en forma determinista mediante cálculos con la función y =f(...) en la práctica ello es intratable. La función f es, habitualmente, demasiado compleja para su tratamiento analítico. Se asumirá sin embargo que se encuentra implementada en un modelo numérico capaz de evaluarla en valores concretos de los datos de entrada. Esto, unido a la potencia de cálculo disponible al presente, sugiere la consideración de métodos estadísticos para estimar los valores deterministas que se ha indicado que son muy difíciles de obtener analíticamente. Entre los métodos disponibles se encuentra la familia denominada de métodos de Monte Carlo. Por ejemplo, si se desea calcular una integral de y en el hipercubo [0.1]d lo que se hace es generar al azar muchos (m) posibles valores de los datos de entrada, aplicar el modelo numérico a cada uno de ellos y calcular el promedio de los m resultados. Puede demostrarse que, bajo hipótesis muy poco restrictivas, el verdadero valor de la integral puede aproximarse con ese promedio siempre y cuando el número de puntos sea suficientemente grande. Si la elección de los puntos se realiza completamente al azar, puede verse que el error cometido decrece con la raíz cuadrada de m. Hay variantes que incluso aceleran esa convergencia. Sin entrar aún en los detalles, puede decirse que el método de Monte Carlo (o alguna de sus variantes) es el universalmente aplicado a los problemas de AS (Saltelli et al., 2004). 
Diferentes posibles análisis en el marco del problema

El análisis de la variabilidad de la salida y puede hacerse de varias formas dependiendo de los objetivos. Uno se denomina Análisis de Incertidumbre (AI en lo que sigue), el cual consiste en caracterizar y cuantificar la FDP de la variable y. De aquí surgiría, por ejemplo, la necesidad o no de realizar un AS si es que (por ejemplo) su rango intercuartil es excesivo, o su percentil 90% lo es. La decisión dependerá de cada caso. El AS consiste en atribuir un índice numérico a cada variable de entrada midiendo su responsabilidad en la variabilidad de la salida. En otras palabras, podría decirse que un AS establecería un ranking entre variables de forma que la primera de la lista sea la que más incide y la última la que menos. Ese ranking puede, potencialmente, depender del criterio que se elija para valorar la variabilidad de la salida. Podría ocurrir que la variable que más incide en la varianza de la salida no es la misma que más incide en el rango intercuartil. Afortunadamente la mayor parte del costo y esfuerzo requerido para realizar tanto AI como AS es compartido, por lo que es posible muchas veces realizar ambas. El esquema estaría ilustrado en la Fig. 2. La entrada al modelo está compuesta por varios tipos de datos. Los que están en el rectángulo de la izquierda serían las variables de entrada inciertas. Son datos que tienen asociado una FDP para sus errores. Está previsto considerar parámetros, decisiones discretas, opciones, etc. que también participan en el cálculo. Los resultados tienen dos usos. Si lo que se desea es la FDP de la salida y entonces se denomina Análisis de Incertidumbre. Con él pueden calcularse estadígrafos como el rango intercuartil, la varianza, etc. que aportarán elementos para decidir si hay necesidad de hacer un AS o no. De ser así, se reutilizarían los datos, en un proceso adicional. La salida del AS suele representarse con el diagrama de torta que aparece sobre la derecha, pero no es imprescindible que sea así. El área de cada sección de la torta indica cuantitativamente la proporción del efecto que tiene cada entrada en la variabilidad de la salida. Con esa área se produce un ranking de las variables de entrada, en el que quien ocupe el primer lugar será la variable que más incidencia tiene. Distintos criterios para definir la variabilidad producirán diferentes rankings.
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Figura 2 Esquema del proceso para la realización de Análisis de Incertidumbre y Análisis de Sensibilidad. Los errores de los datos corresponden al caso de variables inciertas, las decisiones toman valores discretos, etc.
Generación de los puntos de Monte Carlo

El cálculo con el modelo numérico que implementa la función f debe realizarse con entradas elegidas en puntos discretos. Si hay d variables inciertas, ello tomará la forma de un punto en el espacio Rd, restringido a un hipercubo de intervalos [0,1]. Ello se expresa como un punto perteneciente al hipercubo [0,1]d. Lo ideal sería muestrear uniformemente ese espacio, pero en general ello no es viable. La razón es simple. Si para cada una de las d variables incierta se subdividiera el intervalo [0,1] correspondiente en p tramos, el conjunto de puntos sería (p+1)d. Con un modesto p=9 y d=10, valores no particularmente inusuales, el número de evaluaciones del modelo numérico sería de 1010. Incluso si cada evaluación demorara apenas un minuto, la tarea insumiría más de 19000 años. Por ello es que queda descartada en general la posibilidad de muestreo uniforme. En el otro extremo se encuentra el método simple de Monte Carlo. En el mismo se eligen al azar, utilizando generadores de números pseudo aleatorios disponibles, d números en el intervalo [0,1] para construir un punto en el espacio Rd. Se evalúa el modelo numérico, y se repite el procedimiento tantas veces como se desee. La diferencia esencial con el enfoque previo es que ahora se puede tener un resultado útil incluso si se detiene el proceso mientras que en el caso anterior había que completar el total de la malla de puntos regularmente distribuídos para tener un resultado válido. Esta habilidad del método de Monte Carlo es crucial, y es lo que justifica su popularidad. 

El método simple de Monte Carlo no está, sin embargo, exento de observaciones. Una de ellas es que, al elegir cada punto al azar independientemente del resto, no se asegura que se recorre todo el dominio del hipercubo. Dentro del mismo pueden perfectamente quedar zonas con una alta concentración de puntos mientras que en otras quedan mal representadas. Esa falta de uniformidad de la distribución de puntos se mide mediante métricas de Discrepancia (Chen et al., 2014; Puy et al., 2024) de las que a su vez hay varias posibilidades. Una mejor distribución se corresponde con una baja discrepancia. Una posible mejora del Monte Carlo simple la constituye el método conocido como del muestreo del Hipercubo Latino (Latin hypercube sampling, LHS). Consiste en subdividir el hipercubo [0,1]d en cubos regulares más pequeños, a razón de p por tramo. El valor de p debe ser pequeño para no incurrir en el problema ya descrito. Para cada cubo se muestrea al azar un único punto interior. El método sigue siendo de Monte Carlo ya que los puntos son al azar, pero ellos se ubican dentro de regiones determinísticamente bien distribuídas en el dominio de interés. El enfoque es simple, fácil de implementar, y bastante popular.  

Para mejorar el desempeño del Monte Carlo simple es posible utilizar secuencias de puntos que también son aleatorios, pero que tienen la propiedad de mantener baja por diseño la discrepancia. Así, es posible generar m puntos y a la vez lograr que la discrepancia se mantenga acotada. Si se necesitan más puntos, es posible ampliar la secuencia previa agregando nuevos puntos que van llenando los huecos existentes pero siempre manteniendo bajo mínimos la discrepancia. Entre esas posibles secuencias están las de Sobol (Sobol, 1967), Halton (Halton, 1960), Faure (Faure, 1982), etc. aunque hay otras. El respaldo teórico que tienen estas secuencias es significativo, justificando en alguna medida la preferencia frente al LHS. En este trabajo se ha utilizado la secuencia de Sobol para la generación de los puntos de cálculo utilizando MATLAB (R), en bloques de m=1024. 
Criterio para elegir las variables más significativas

Como se ha indicado no hay una manera única de cuantificar la variabilidad de la salida y. Se ha considerado, como primer alternativa, el uso de la varianza. El método toma el nombre de HDMR (High Dimensional Model Representations) y fue presentado por Rabitz and Aliş (1999) con base a trabajos de Sobol. 
Para simplificar la notación, se omitirá el dominio 
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El criterio HDMR (High Dimensional Model Representation) es una representación conveniente de una función de muchas variables. No debe confundirse con un desarrollo de Taylor. Está relacionado con ANOVA, término corriente en estadística. La función de interés se expresa como la suma de términos de diferente orden. Se entiende en este contexto que los términos de primer orden son funciones de una única variable tomada del conjunto de d posibles. Los términos de segundo orden son funciones de parejas de variables, y así sucesivamente. El último término es e orden d, y es (nuevamente) una función de todas las variables. 
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La descomposición precedente no es única. Si se eligen las funciones de forma que cada una de ellas tenga integral nula en el dominio, entonces
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En esas condiciones puede probarse que la descomposición HDMR será única, y que además cumplirá las siguientes propiedades:

1. 
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 siendo f0 el valor medio de la función f en el dominio Ω.
2. Cada par de términos de la descomposición será ortogonal 
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Ejemplo: Para el caso en que haya solamente dos variables puede verse que la descomposición resultará en 
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Hasta ahora no es obvio que haya ninguna ventaja en esta reformulación. Es posible definir las siguientes magnitudes
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Si x1 y x2 son independientes, entonces se verificará que 
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. El valor de V (varianza bruta de la salida y) es calculable numéricamente, y se le puede utilizar para escalar el problema. Si se divide entre V ambos miembros y se define 
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Los valores S(.) son índices, cada uno perteneciente al intervalo [0,1], que miden la contribución relativa de cada variable. Los hay de primer orden, y de orden superior, donde el orden indica el número de variables de entrada involucradas. Si S1=0.8 ello quiere decir que el 80% de la varianza de la salida es explicada por la primer variable actuando sola. Si S2=0.01 entonces hay un aporte importante de la interacción entre {S1, S2} pero no de la variable S2 actuando sola. En cambio, si S2=0.2 entonces no habrá interacciones entre {S1, S2}. Como hallazgo empírico los autores señalan que, habitualmente, con las contribuciones de primer orden y alguna de segundo orden se explica lo esencial de la varianza V. El problema pasa a ser entonces estimar esos índices para todas las variables de entrada, y sus interacciones hasta cierto orden.
En general, si hubiera k variables la expresión sería


[image: image19.wmf]=

=+++

åååååå

1,2,...,

1

...

k

iijijkk

iijijk

VVVVV


Dividiendo miembro a miembro entre V resultaría una versión estandarizada 
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Todos los sumandos son no-negativos. Cualquier suma que incluya solamente términos de hasta cierto orden es menor que 1.0. Por ejemplo, la suma de contribuciones de primer orden siempre verifica
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La distancia entre esa suma parcial y 1.0 es un indicador de la importancia de las interacciones, que se recogen en los términos de segundo orden y superiores. Si el modelo fuera aditivo, la sumatoria de contribuciones de primer orden daría exactamente 1.0. La estimación de los valores de cada S se realiza mediante el cálculo aproximado numérico de integrales múltiples. Eso es posible utilizando métodos numéricos especializados, que aprovechan los valores funcionales calculados previamente. 
Resultados

En el problema bajo análisis se cuenta con apenas tres variables inciertas, por lo que la complejidad del problema podría considerarse como baja. Se generó un bloque inicial de 1024 puntos siguiendo la secuencia de Sobol, y se realizaron los cálculos correspondientes de 
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en la infraestructura de CLUSTER.UY (Nesmachnow e Iturriaga, 2019). Se recopilaron las salidas en planillas, revisaron los valores y calcularon estadísticos descriptivos básicos con el fin de completar el Análisis de Incertidumbre. Luego se procedió a realizar el Análisis de Sensibilidad basándose en HDMR. El postprocesamiento se realizó utilizando el software GUI-HDMR en ambiente MATLAB (R) (Ziehn and Tomlin, 2009).
El cálculo en el ambiente CLUSTER.UY de estas 1024 instancias del modelo insumió el equivalente a 968 días de CPU monoprocesador. El tiempo de espera (también conocido como tiempo de pared) por esos cálculos fue de unos 11 días aproximadamente, ya que se disponía de algo más de un centenar de procesadores para el cálculo simultáneo.

Análisis de Incertidumbre

El Análisis de Incertidumbre (AI) consiste en estimar las características y propiedades de la función de densidad de probabilidad (FDP) de la variable de salida. Ello implica suministrar los valores de ciertos estadígrafos populares (Tabla 1) así como el histograma (Figura 3). 
	Media [g]
	5880.63

	Mediana [g]
	5969.56

	Min [g]
	4670.11

	Max [g]
	6103.32

	P05 [g]
	5364.72

	P95 [g]
	6100.48

	DesvEst [g]
	245.94

	IQR [g]
	298.70


Tabla 1 Valores de los estadígrafos descriptivos de la FDP de la variable y, cuando se considera todo el dominio [0,1]3 de variación. Dada la fuerte asimetría los estadígrafos tradicionales de media y desviación estándar son de dudosa utilidad.
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Figura 3 Histograma de mfinal basado en 1024 casos. Nótese la fuerte asimetría de la FDP, con cola izquierda pesada y prácticamente sin cola derecha.
Análisis de Sensibilidad
El cálculo de HDMR fue realizado con el software gui-HDMR (Ziehn and Tomlin, 2009) en ambiente MATLAB (R). Los parámetros utilizados para el cálculo se recogen en la Tabla 1.

	Number of samples to use for HDMR
	1024

	Number of samples to use for accuracy test+scatter plots
	1000

	Max order for approximation of 1st-order component functions
	5

	Max order for approximation of 2nd-order component functions
	3

	Variance reduction method
	correlation

	Number of iterations for 1st-order component functions
	10

	Number of iterations for 2nd-order component functions
	10

	Do you want to use a threshold?
	No


Tabla 1 Parámetros utilizados para el cálculo de HDMR con el software gui-HDMR.
Los resultados se presentan como términos S(.) de primer y segundo orden. Aquellos que son menores que un umbral de 10-4 simplemente se omiten. En este caso, hay una fuerte evidencia de un proceso casi aditivo. La suma de los tres términos de primer orden alcanza a 0.9848, con el debido a la temperatura ambiente dominando claramente.
	
	1st Order
	Tamb
	rho
	eps
	Si+Sij

	Tamb
	0.9779 [1]
	
	0.0031
	
	0.9809

	rho
	0.0069 [2]
	
	
	
	0.0069

	eps
	0.0000 [3]
	
	
	
	0.0000
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	0.9848
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	0.9878


Tabla 2 Índices RS-HDMR de primer y segundo orden basados en la varianza para cada variable de entrada. La primer columna identifica a la variable. La segunda contiene los valores del índice de primer orden Si con su posición en el ranking entre paréntesis rectos. Entre la tercer y quinta columna hay una matriz que debería contener aquellos índices de segundo orden que exceden el umbral de 10-4. Hay solamente uno relevante. La suma de los índices de primer y segundo orden aparece en la última columna, así como su gran total. 
Del Análisis de Sensibilidad surge claramente que la variable relevante para explicar la variabilidad de la salida y es la temperatura ambiente. Una forma de controlar la salida es, entonces, limitar el rango de ese dato de entrada. Ello se ilustra en la Tabla 3, en la que se muestran los estadígrafos de la variable de salida y al limitar el rango de la temperatura ambiente. Se decidió eliminar progresivamente las temperaturas extremas (altas y bajas) a la vez aunque probablemente el efecto más acusado sea con las temperaturas bajas. Así, por ejemplo, si se limita el rango de operación del dispositivo al intervalo de temperatura ambiente [5.70°C, 25.01°C], entonces en el 90% del tiempo el valor de y estará entre 5349.33 y 6101.38. Conclusiones como éstas serán evaluadas en el contexto del problema, pero en lo referente a este capítulo ilustran sobre la operativa de los AI/AS.
	
	0%
	5%
	10%
	20%

	Tamb mín [°C]
	-0.60
	3.94
	5.70
	7.79

	Tamb máx [°C]
	31.92
	26.71
	25.01
	23.08

	Media [g]
	5880.63
	5896.64
	5907.62
	5923.38

	Mediana [g]
	5969.56
	5969.00
	5969.00
	5969.56

	Min [g]
	4670.11
	5189.02
	5349.33
	5491.45

	Max [g]
	6103.32
	6102.61
	6101.38
	6098.18

	P05 [g]
	5364.72
	5456.32
	5528.18
	5623.71

	P95 [g]
	6100.48
	6098.60
	6096.38
	6090.37

	DesvEst [g]
	245.94
	206.52
	183.56
	152.01

	IQR [g]
	298.70
	285.01
	268.01
	236.58


Tabla 3 Efecto en la salida de limitar el rango de temperaturas de operación de la entrada. La primer fila indica el porcentaje de días muy fríos y muy cálidos excluídos del cálculo, lo que lleva a las temperaturas ambientes de las siguientes dos líneas. El resto de las filas son los estadísticos de la variable y. Si bien la reducción de la desviación estándar es significativa, probablemente sean más relevantes los percentiles o el rango intercuartil IQR dado lo asimétrico de la FDP.
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